Redes Neuronales y Aprendizaje Estadistico

Curso 2025-26

Médulo: Fundamentos
Materia: Técnicas de Computacién Inteligente
Créditos: 3 ECTS

Contenido:

1. Introduccion: tipos de problemas, aprendizaje automadtico y aprendizaje estadistico, redes
neuronales artificiales.

2. Fundamentos matemadticos: dinamica de sistemas, teoria de optimizacidn, inferencia estadistica
y teoria de regresion (lineal y logistica).

3. Aprendizaje supervisado: regresion vy clasificacion, modelos neuronales (y otros) para su
implementacion.

4. Aprendizaje no supervisado: modelos neuronales para su implementacion.

5. Modelos alternativos/avanzados: modelos graficos, maquinas de Boltzmann, arquitecturas
profundas, etc.

6. Otros tipos de problemas y posibles soluciones: aprendizaje en entornos dindmicos, aprendizaje
por refuerzo, aprendizaje semi-supervisado, inferencia causal, etc.

7. Aplicaciones prdcticas: tratamiento de sefial, optimizacion de funciones tipo caja negra,

prediccion en series temporales, diagndstico de fallos, control de sistemas y andlisis de redes
complejas.

Resultados del aprendizaje:

Conocimiento de los fundamentos matematicos necesarios para contextualizar los modelos
neuronales dentro del procesamiento de informacion y el aprendizaje estadistico.

Capacidad para emplear las herramientas matematicas y el marco formal en el estudio de la
funcionalidad de las arquitecturas neuronales.

Determinacion de los ingredientes de un problema para disefiar la arquitectura que mejor se
adecua a su resolucion.

Capacidad para resolver problemas colaborando con compafieros y de exponer sus resultados.
Uso de herramientas de software (R, Octave...) para la simulacién de modelos neuronales.

Capacidad para emplear los métodos y modelos aprendidos en futura actividad investigadora.

Competencias:

Bdsicas y generales: CG1, CG2, CG3, CG4, CG5, CG6, CG7
Transversales: CT1, CT2

Especificas: CE2, CE3, CE4, CE5, CE6, CE7
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Software:

Python.
R.

Metodologias docentes:

Método expositivo.
Estudio de casos.
Practicas de ordenador.

Evaluacion:

Entrega de trabajos: 70%
Examen tedrico-prdctico: 30%
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